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[摘 要] 大型语言模型是当今人工智能领域最前沿的研究方向之一,该方向旨在训练含有大规

模参数的通用语言模型,使其能够遵循人类指令完成不同类型的自然语言处理任务。作为大型语

言模型的代表,由OpenAI研发的ChatGPT在各个领域均展现出强大的自然语言生成能力,受到

了全球各行各业的关注。本文从语言模型的发展历程出发,介绍了近年研究者在扩大语言模型规

模上的探索,然后分析了大型语言模型带来的范式改变,并以ChatGPT为典型实例概述了其发展、
技术和应用,接着介绍了后ChatGPT时代大型语言模型的前沿进展,最后从评价和治理两方面总

结了目前大型语言模型的局限性及未来需要解决的挑战。
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1 语言模型的发展历程

语言是人类智能的重要组成部分,各种日常活

动(如思维表达、人际交往)都离不开对语言的使用。
在人工智能领域,自然语言处理研究如何让计算机

处理并应用人类语言,包含对话系统、机器翻译、情
感分析等广泛的应用场景。在20世纪90年代对统

计机器翻译[1]和语音识别[2]的研究中,研究者们在

对实际应用问题进行建模时发现正确估计由n 个词

w1,w2,…,wn 组 成 的 序 列 的 联 合 概 率 P(w1,

w2,…,wn)非常重要,并将估计词序列概率的模型

称为语言模型。由于词序列的联合概率过于复杂,
使用条件概率公式对其进行分解可得:

P(w1,w2,…,wn)=P(w1)·∏
n

i=2
P(wi|

 

w1,…,wi-1)

(1)
其中wi

 (1≤i≤n)指第i个词,等式右侧的词条件

概率 P(wi|w1,…,wi-1)便是语言模型的建模

对象。
语言模型一经提出便得到广泛关注[3],其发展
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历程如图1所示。早期,研究者们基于马尔可夫假

设使用N-gram等方法统计词条件概率以构建统计

语言模型[4],但这类模型泛化性差且效率低。随着

深度学习[5]的发展,研究者们设计各种神经网络拟
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合词条件概率函数以构建神经语言模型。基于多层

感知机(Multi-Layer
 

Perceptron,MLP)的语言模

型[6,
 

7]对词进行低维嵌入表示并用于拟合概率函

数,在泛化性与效率方面有所提升,但对词的序列信

息建 模 不 充 分。基 于 循 环 神 经 网 络(Recurrent
 

Neural
 

Network,RNN)的语言模型[8,
 

9]串联处理词

序列并使用记忆单元储存序列信息,从而更充分地

建模序列性。但串联方式对长文本的处理效率低,
计算代价较大。之后,谷歌提出了完全基于注意力

机制的模型Transformer[10],大幅提升了模型对序

列的并行处理性能。性能局限的突破让研究者们能

用大量数据训练模型,因而基于Transformer的预

训练语言模型(Pre-trained
 

Language
 

Model)[11,
 

12]

迅速 兴 起。研 究 者 们 遵 循 规 模 化 原 则 (Scaling
 

Law)持续对如何扩大语言模型的规模进行探索。
近年来,研究者们成功将预训练语言模型的参数规

模由早期的亿/十亿量级扩展至百亿/千亿量级,后
者又 被 称 为 大 型 语 言 模 型 (Large

 

Language
 

Model)。和早期的预训练语言模型相比,大型语言

模型具有强大的通用语言理解和生成能力,能够在

少样本甚至零样本的场景下达到多种自然语言处理

任务的最优性能。

2 大型语言模型的规模化探索

为了构建大型语言模型,研究者们在语言模型

的规模化方向做了许多有价值的探索,为后续大型

语言模型的发展奠定了坚实的基础。本节将首先介

绍规模化原则,然后概述研究者们经探索得到的语

言模型规模化过程中需要具备的基础。

2.1 语言模型的规模化原则

深度学习通常用神经网络表示数据复杂特征以

应用至各类任务[5]。规模化原则经验性地指出:通
过增加模型参数量与训练数据量,深层神经网络能

更好地表征数据特征[13],并在各类任务上取得性能

提升[14]。研究者们遵循规模化原则探索如何构建

大型语言模型,并通过实验得到了其在训练数据、模
型结构、训练目标、训练方法与技巧等方面需要具备

的基础[15]。

2.2 语言模型的规模化基础

2.2.1 训练数据

可公开访问的自然语言数据种类多样,包括网

页数 据 (如 Common
 

Crawl[16])、代 码 数 据 (如

GitHub)、文本数据(如英文数据集The
 

Pile[17]和中

文数据集 Wudao
 

Corpora[18])等。它们经过精细处

理后能成为大规模、高质量且形式丰富的语言数据,
为大型语言模型的规模化奠定数据基础。

2.2.2 模型结构

循环神经网络无法并行地处理输入词序列[9],
计算代价限制了语言模型规模化的发展。2017年,
谷歌提出了新的神经网络结构Transformer[10]。该

网络使用注意力机制并行地对输入词序列进行全局

依赖分析与特征表示,在计算效率以及性能上均有

大幅提升,能更高效地处理更长的文本序列。因此,

Transformer成 为 了 大 型 语 言 模 型 的 模 型 结 构

基础[19]。

2.2.3 训练目标

语言模型采用自监督的训练目标,无需人工标

注即可在大量数据上进行训练。其中,仅包含编码

器的掩码式语言模型(如BERT[11])随机地遮掩输

入序列的词,并用未遮掩词预测被遮掩词的生成概

率。它将词条件概率中的条件从前序词扩展到了前

后序双向词,词的特征信息更加丰富。仅包含解码

器的单向语言模型(如GPT[12])根据前序词从左往

右地预测下一个词,它能很好地完成各种语言生成

任务。除了上述常用目标外,研究者还提出了包含

编码器—解码器的去噪语言模型(如BART[19]),模
型重构含有多种噪声(如随机删除词)的输入序列。
这些训练目标的核心是使用上下文预测目标词的概

率进而实现对词条件概率函数的估计。对于不同的

训练目标,研究者使用Transformer构建了不同的

图1 语言模型的发展历程

注:语言模型的发展经历了从统计语言模型到神经语言模型的过程。对于神经语言模型,其网络结构以及预训练规模有

不同的发展方向。
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模型架构。图2总结了上述三种预训练模型中常见

的训练目标与相应的模型结构,其中[MASK]指掩

码符。

2.2.4 训练方法与技巧

随着模型参数量与训练数据量的增加,模型的

收敛性与训练效率成为挑战。残差连接(Residual
 

Connection)和丢弃(Dropout)技巧是搭建深层神经

网络的必要部分[10]。同时,研究者们改进激活函

数[20]与归一化层[21]以提升训练的稳定性与效率。
训练框架和计算硬件的发展也提升了语言模型规模

化的可行性。

3 大型语言模型带来的新范式

由于大型语言模型的参数量较大,训练所需的

计算资源成本和时间成本均较高,所以预训练语言

模型的经典范式“预训练+微调”难以直接适用于大

型语言模型。本节将首先介绍预训练语言模型的经

典范式及其在大型语言模型上面临的挑战,然后概述

大型语言模型带来的以提示学习为核心的新范式。

3.1 经典范式:预训练+微调

早期基于神经网络的语言模型大多在任务相关

的标注数据上从头开始训练,这使模型对标注数据

质量和数量的依赖程度较高,并且在各类自然语言

处理任务之间的可迁移性较差。随着预训练语言模

型(如 GPT[12]和BERT[11])的兴起,“预训练(Pre-
training)+微调(Fine-tuning)”已经成为自然语言

处理领域的基础范式之一。该范式的核心思想是先

利用无监督训练方法在大规模无标注文本语料上得

到通用预训练模型,再结合具体下游任务的标注数

据来微调模型以提升其在相应任务上的性能。该范

式的优势在于能够充分利用无标注文本数据提升模

型的通用语言表示能力,从而改善通用预训练模型的

可迁移性,使其在各类语言理解和生成任务(尤其是

标注数据较少的低资源任务)上均达到较好的性能。
然而,随着语言模型的规模逐渐扩大,上述“预

训练+微调”的范式在实际应用中存在众多挑战。
首先,传统的微调方法需要训练语言模型的所有参

数,当模型参数量增大时,微调所需的计算资源和时

间成本将迅速提升;其次,将具有大规模参数的预训

练模型在少量标注数据上微调容易导致过拟合,致
使模型性能受到影响。

3.2 基于大型语言模型的新范式:提示学习

为了充分利用大型语言模型的特点,避免训练

所有模型参数,近年来自然语言处理领域的研究开

始关注以提示学习(Prompt
 

Learning)为核心的新

范式[22],如图3所示。提示通常指语言模型输入中

图2 预训练语言模型的常见模型结构与训练目标

图3 基于微调的经典范式和基于提示学习的新范式
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添加的信息,用于调整原始输入数据的形式,使其更

接近于预训练阶段的数据形式。提示学习通过缩小

预训练与微调阶段的数据形式差异,使模型能够高

效地应用于下游任务,在某些情况下无需训练参数

或者仅在下游任务数据上训练少量参数就能取得很

好的 性 能。提 示 按 照 其 形 式 可 分 为 离 散 提 示

(Discrete
 

Prompt)[23] 和 连 续 提 示 (Continuous
 

Prompt)[24],它们在大型语言模型中均有广泛的

应用。

3.2.1 离散提示

离散提示的形式通常为自然语言文本,这些提

示文本能够辅助预训练模型理解下游任务,从而提

升其在相应任务上的性能。例如在情感分类任务

中,对于待分类的文本“I
 

love
 

this
 

movie.”,可通过

添加提示文本将模型输入转化为“I
 

love
 

this
 

movie.
 

It
 

was
 

[MASK].”,然后通过模型生成标签词(如

great和bad)的概率来确定分类结果。
离散提示的研究工作主要分为两条路线:(1)如

何自动搜索并构建最优的离散提示;(2)如何利用人

工设计的离散提示激发大型语言模型的能力。针对

离散提示的自动搜索和构建,研究者们提出了梯度

搜索[25]等方法,旨在寻找不同下游任务对应的最优

离散提示。其他工作将离散提示的生成问题转化为

传统的自然语言生成问题,利用预训练模型构建提

示生成器并最终生成高质量的提示文本[26]。另一

类工作通过人工设计离散提示的形式来尝试激发大

型语言模型的能力,其中两种典型能力为上下文学

习(In-Context
 

Learning)[27]和 思 维 链(Chain-of-
Thought)[28]。上下文学习指模型通过学习提示中

包含的样例输入和输出的对齐关系,以完成相应任

务的能力。该能力使大型语言模型在面对少样本自

然语言处理任务时,可以在不更新任何模型参数的

前提下直接求解,只需将任务的少量标注样本以一

定的格式放入离散提示中即可。思维链指模型在完

成推理任务时先生成推理过程再生成答案的能力。
研究者们探索了两种激发大型语言模型思维链能力

的提示设计:第一种是少样本设定,即在提示中加入

“问题—推理过程—答案”的样例数据,然后利用模

型的上下文学习能力来促进推理过程的生成[28];第
二种是零样本设定,即在提示中直接加入引导模型

生成 推 理 过 程 的 文 本,比 如“Lets
 

think
 

step
 

by
 

step.”,从而使模型能够先生成推理过程再给出答

案[29]。这两种能力是大模型区别于小模型的重要表

现,所以又被称为涌现能力(Emergent
 

Ability)[30]。

3.2.2 连续提示

连续提示指提示信息为不受词向量约束的连续

向量,而不再是词表中已有的词。因此,连续提示通

常含有原始模型以外的少量可训练参数,能够在下

游任务的训练中进行更新。研究者们提出提示微调

(Prompt
 

Tuning)[24]方法,通过设计连续提示的插

入位置和训练目标来提升模型在下游任务上的性

能,如Prefix
 

Tuning[31]。这类方法大多固定语言模

型的原始参数,仅更新连续提示含有的参数,显著降

低了计算资源的开销。还有研究者探究了提示微调

和低秩适配(Low-Rank
 

Adaption,LoRA)[32]等其他

参数高效微调方法的联系,并提出了统一视角来解

读这些方法,使其能够更好地应用至大型语言模型

的训练[33]。

4 大型语言模型的典型实例:ChatGPT

4.1 ChatGPT的发展历程

ChatGPT[34]是OpenAI于2022年11月推出的

大型语言模型,因其在各类自然语言处理任务上表

现出的通用生成能力而吸引了全球各行各业的关

注。ChatGPT可以看作是 OpenAI在2020年推出

1
   

750亿参数的GPT-3[27]模型后,通过持续迭代而

得到的里程碑式产品,其发展历程如图4所示,其中

RLHF指 基 于 人 类 反 馈 的 强 化 学 习。GPT-3到

ChatGPT 的 迭 代 过 程 包 含 两 个 重 要 模 型,即

CodeX[35]和InstructGPT[36]。CodeX在 GPT-3的

基础上使用代码数据继续进行训练,使模型具备代

码理解和生成能力。由于代码数据的长度普遍较

长,并且不同代码段之间的逻辑性很强,所以在大

型语言模型的训练中加入代码数据可能对模型的

图4 从GPT-3到ChatGPT的发展历程
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长文本理解能 力、推 理 能 力 有 一 定 的 提 升 作 用。

InstructGPT则引入了指令微调(Instruction
 

Tuning)[37]

和基于人类反馈的强化学习(Reinforcement
 

Learning
 

from
 

Human
 

Feedback,RLHF)[38]这两项关键技术,
将模型输出对齐至人类偏好,从而进一步提升了模

型在面向用户的真实场景中的性能。这两项技术

同样也 是 ChatGPT成 功 的 核 心 技 术,将 在 本 节

详述。

4.2 ChatGPT的核心技术

尽管大型语言模型(如GPT-3[27])已具备较强

的自然语言生成能力,但其仍会生成不符合人类期

望的文本,包括有偏见的内容、虚假内容以及与人类

指令有冲突的内容,这也是限制大型语言模型应用

落地的重要瓶颈。出现这种现象的原因是语言模型

的训练目标(即在文本数据上根据前文预测下一个

词)与“按照人类指令生成文本”的目标并不完全相

同。在传统对话系统领域,理解并识别用户的指令

和意图本身就是一个经典研究方向,其对提升对话

系统的交互性非常重要。但大型语言模型往往面对

的是开放端生成任务,即需要理解各类开放指令并

生成相应的结果。因此,现有对话系统领域的研究

工作难以直接迁移至大型语言模型。为此,OpenAI
提出了一套方法将模型输出对齐至人类偏好,该方

法主要包含指令微调和基于人类反馈的强化学习这

两项关键技术。

4.2.1 指令微调

指令微调指利用人工标注的指令数据进行有监

督训练。OpenAI的研究者首先雇用了标注者提供

模型输入信息,并结合ChatGPT的 API使用者提

供的输入信息构成了整个指令微调数据集的输入。
这些输入文本的质量和多样性都很高,包含生成、问
答、对话、摘要、抽取等各类自然语言处理任务。

OpenAI的研究者让标注者根据这些输入信息理解

其背后的意图,并撰写相应的回复,同时考虑回复的

真实性以及回复中可能存在的偏置。由此便可得到

指令微调阶段符合人类偏好的高质量标注数据,可
直接在该数据集上训练大型语言模型。

4.2.2 基于人类反馈的强化学习

为了进一步将模型输出对齐至人类偏好,使模

型生成符合人类偏好的文本,OpenAI的研究者收

集了 比 较 数 据 集 用 于 训 练 奖 励 模 型 (Reward
 

Model)。具体而言,针对给定的输入信息以及模型

生成的两个结果,标注者需要从中选择更符合人类

偏好的生成结果。由此,这个含人类反馈的比较数

据集便可用于训练奖励模型,使其能够预测符合人

类偏好的生成结果。利用该奖励模型即可通过近端

策略优化(Proximal
 

Policy
 

Optimization,PPO)[39]

等强化学习算法来继续训练经过指令微调后的策略

模型(即生成模型),使其生成奖励分数更高的结果,
最终达到对齐目标。

4.3 ChatGPT的应用场景

ChatGPT作为近期大型语言模型最成功的实

例之一,已应用至各类真实场景,其中最具有代表性

的场 景 是 通 用 对 话 助 理 和 搜 索 引 擎。由 于

ChatGPT具有极强的通用生成能力,能够遵从用户

指令完成各类自然语言处理任务,所以其已成为众

多个人用户的通用对话助理,辅助用户完成语法改

错、文案撰写、代码调试等工作。同时,微软还将

ChatGPT与传统搜索引擎Bing结合,研发出对话

式搜索引擎New
 

Bing。该搜索引擎可以针对用户

查询检索相关网页,并将网页信息整合为含网页引

用的文 段 输 出 给 用 户,显 著 提 升 了 用 户 的 检 索

效率。

5 后 ChatGPT时代大型语言模型的前沿

进展

5.1 开源大型语言模型

尽管ChatGPT在各类自然语言生成任务上均

展现出巨大的潜力,但 OpenAI没有开源其代码和

模型参数,这使得学术界和工业界无法复现其生成

效果,从而严重阻碍了大型语言模型的研究进程。
为此,国内外研究者研发并开源了多个大型语言模

型,为深入理解其工作机理打下了坚实的基础。其

中,最 受 关 注 的 开 源 模 型 是 由 Meta 提 出 的

LLaMA[40],该模型采用Transformer解码器的网络

结构,参数规模从7
 

B到70
 

B不等。它和相同参数

规模的其他开源模型相比具有更强的生成性能,所
以多支研究团队在LLaMA的基础上通过指令微调

来构建遵循人类指令的生成模型,包括斯坦福大学

提出的 Alpaca[41]和加州大学伯克利分校提出的

Vicuna[42]等。国内学术界和工业界同样有不少团

队推出了中文开源大型语言模型,例如清华大学提

出的ChatGLM[43]、复旦大学提出的 MOSS[44]、阿里

巴巴提出的通义千问、上海人工智能实验室提出的

InternLM[45]等。

5.2 工具学习

由于大型语言模型仍是在文本数据上训练得到

的语言模型,所以其无法处理许多复杂任务,例如需
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要检索实时信息的任务、需要专业知识(如数学知

识)的任务以及涉及到语音、图像、视频等其他模态

信息的任务等。这些任务本身已经有一些成熟的工

具,例如搜索引擎、数学计算工具(如 Mathematica)
以及其他模态的理解与生成模型。因此,研究者

尝试探索大型语言模型的工具学习能力,使其根

据用户指令来规划任务的完成步骤,并在相应步

骤调用已有工具进行处理,最终完成原始任务。
研究者对特定领域的工具调用进行了深入研究

(如涉及多模态工具调用的 Visual
 

ChatGPT[46]、

HuggingGPT[47]等),尝试探索大型语言模型使用大

规模数量级工具的能力(如Gorilla[48]、ToolLLM[49]

等),并分析了大型语言模型在工具学习中存在的不

足(如 ToolBench[50])。而在工业界,OpenAI也为

ChatGPT增加了工具调用功能,将其和现有的插件

进行对接以满足用户提出的复杂需求。

5.3 长文本建模

现在主流的大型语言模型仍采用Transformer
作为基本架构,而Transformer中的全连接注意力

机制的计算复杂度为O(L2),其中L为文本长度,这
使其无法支持过长的输入和输出文本,从而限制了

长文本的理解和生成能力。研究者们尝试通过优化

显存读写速度(如Flash
 

Attention[51])、注意力机制

计算方式(如RetNet[52])来提升模型训练的并行度

以及推断效率。由于修改模型结构往往涉及到重新

训练大型语言模型,所以研究者们还尝试在微调阶

段通过位置插值(Position
 

Interpretation)[53]来调整

位置编码向量以扩展输入文本的长度。

5.4 反馈学习

在OpenAI成功运用基于人类反馈的强化学习

大幅提升ChatGPT的生成性能后,反馈学习成为了

大型语言模型领域的关注热点。然而,由于强化学

习在训练语言生成模型时非常不稳定,所以研究者

发现在引入人类反馈信息后并不能显著提升模型的

生成性能。为此,研究者们提出了一系列训练稳定

的引入人类反馈的方法来替代强化学习,包括将反

馈结果转化为微调时使用的文本数据(如Chain-of-
Hindsight[54])、设计排序损失函数来引入反馈结果

(如RRHF[55])等,从而直接使用监督学习的方式便

可提升模型性能。

6 大型语言模型的局限性

6.1 大型语言模型的评价

随着大型语言模型的快速发展,机器生成文本

的质量逐渐接近人类水平,这为大型语言模型的评

价带来了新的挑战[56]。近期研究工作主要围绕评

价指标和评价数据集两方面展开。在评价指标方

面,由于经典指标(如BLEU[57]、ROUGE[58])在衡

量大型语言模型的生成文本时与人工评价的相关性

低,所以近期工作尝试借助ChatGPT、GPT-4[59]等
当前性能最好的大型语言模型来结合离散提示信息

评价生成文本质量,但该类方法同样会引入模型自

身的偏置从而导致评价结果不准确[60]。而在评价

数据集方面,近期工作提出的数据集可大致分为两

类,即以考试题为核心的问答任务[61]和面向用户的

通用生成任务[42]。前者以选择题的形式测试模型

性能,通过客观的准确率反映模型表现;后者则通

过用户主观打分来确定不同模型之间的优劣。受

限于评价数据集的话题覆盖面和任务形式,这两类

数据集仍无法全面且准确地反映大型语言模型的

性能。未来大型语言模型将逐渐成为基础设施走

进人类生活的方方面面,其可靠评价方法的重要性

将越发凸显,因此评价是该领域急需突破的技术

难点。

6.2 大型语言模型的治理

6.2.1 安全性

安全性是大型语言模型面临的重要挑战之一。
以ChatGPT为代表的通用生成模型能够应用于各

个学科领域的任务,但同时这也就意味着该类模型

面临广泛的内容安全问题[62]。尽管OpenAI已经通

过基于人类反馈的强化学习等多种方法,尝试将模

型输出对齐至人类价值观,但语言模型在应用至各

个领域时仍容易被恶意使用,从而生成偏见言论、煽
动性言论、隐私侵犯言论等不安全的文本。近期研

究工作尝试从数据和方法两个层面来提升模型的安

全性,总体思路是通过人工标注或模型生成的方法

获得不同类型的攻击性言论或偏见言论的数据[63],
然后通过设计攻防算法来提升模型的安全性[64]。
大型语言模型的安全性是其治理中最重要的问题之

一,备受各国政府的关注。因此,理解并修补大型语

言模型的安全缺陷对未来相关政策法规的拟定和实

施也具有重要意义。

6.2.2 可信度

可信度是目前大型语言模型的重要局限之一。
尽管以ChatGPT为代表的通用生成模型可用于解

决各类真实场景中的问题,但其仍会生成不可信的

文本。例如,模型可能会生成文本来描述现实中并

不存在的情况,即幻觉(Hallucination)[65];还可能会
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生成与常识或专业知识有冲突的文本。同时,模型

在解决涉及推理的问题(如数学问题)时,可能因推

理过程错误而得到不可信的结果。这对其研究发

展和应用落地均有负面影响。近期研究工作多采

用检索外部信息[66]的方法提升大型语言模型的可

信度。

7 结 论

近年,以ChatGPT为代表的大型语言模型突破

了经典深度学习面临的数据依赖与能力泛化的局

限,在多种应用上表现出更高的智能水平。大型语

言模型的发展依赖于数据收集、模型结构、训练目标

和训练方法等多方面技术的进步。由于大型语言模

型含有的参数量大,经典“预训练+微调”范式面临

计算代价高、训练过拟合的问题。对此,以“提示学

习”为核心的新范式逐渐兴起,利用大型语言模型的

特点以更低的计算代价取得了更佳的性能。为了将

大型语 言 模 型 的 输 出 对 齐 至 人 类 偏 好,近 期 以

ChatGPT为代表的大型语言模型通过指令微调和

基于人类反馈的强化学习让生成结果更符合人类期

望,进而能更好地解决真实场景的自然语言处理任

务。在ChatGPT出现后,大型语言模型在开源模

型、工具学习、长文本建模和反馈学习等方向上发展

迅速,其应用范围也变得更加广泛。
除了取得的进步外,大型语言模型也引发了关

于模型评价与治理的讨论。如何评价大型语言模型

的性能以及如何提升它的安全性、可信度成为限制

其发展与应用的关键问题。未来大型语言模型将成

为基础设施逐渐走入人们的生活,其存在的问题也

将深刻地影响社会的发展进程。因此,这些问题的

解决需要社会各界的共同努力。
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Abstract Large
 

language
 

models
 

are
 

currently
 

one
 

of
 

the
 

most
 

cutting-edge
 

research
 

directions
 

in
 

the
 

area
 

of
 

artificial
 

intelligence,
 

aiming
 

to
 

train
 

general
 

language
 

models
 

with
 

large-scale
 

parameters
 

and
 

make
 

them
 

follow
 

human
 

instructions
 

to
 

solve
 

various
 

natural
 

language
 

processing
 

(NLP)
 

tasks.
 

As
 

a
 

representative
 

of
 

large
 

language
 

models,
 

ChatGPT
 

which
 

is
 

developed
 

by
 

OpenAI
 

exhibits
 

strong
 

capability
 

of
 

natural
 

language
 

generation
 

in
 

various
 

areas
 

and
 

attracts
 

worldwide
 

attention.
 

This
 

paper
 

begins
 

with
 

the
 

development
 

of
 

language
 

models
 

and
 

introduces
 

the
 

investigation
 

of
 

researchers
 

on
 

scaling
 

up
 

language
 

models
 

in
 

recent
 

years.
 

Then,
 

this
 

paper
 

analyzes
 

the
 

change
 

of
 

paradigms
 

caused
 

by
 

large
 

language
 

models
 

and
 

briefly
 

introduces
 

the
 

development,
 

technology,
 

and
 

application
 

of
 

ChatGPT
 

as
 

a
 

typical
 

example.
 

Next,
 

this
 

paper
 

introduces
 

the
 

frontier
 

progress
 

of
 

large
 

language
 

models
 

in
 

the
 

post-ChatGPT
 

era.
 

Finally,
 

this
 

paper
 

summarizes
 

the
 

limitation
 

and
 

challenges
 

of
 

current
 

large
 

language
 

models
 

from
 

the
 

perspectives
 

of
 

evaluation
 

and
 

governance,
 

which
 

need
 

to
 

be
 

tackled
 

in
 

the
 

future.

Keywords large
 

language
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language
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chain-of-
thought;

 

natural
 

language
 

processing;
 

artificial
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